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Resumo

A castanha-da-Amazonia (Bertholletia excelsa Bonpl.) ¢ um valioso produto florestal ndo
madeireiro (PFNM) da regido amazodnica, que enfrenta desafios no manejo sustentavel,
necessitando equilibrar a maximizagao da produtividade com a sua conservagao. O objetivo
do estudo ¢ avaliar o método de mapeamento de arvores de castanheira em florestas nativas
na Amazonia, utilizando ortoimagens obtidas por drones (UAS) e o algoritmo YOLO v7x.
Para a formagdo do dataset de treinamento, foram coletadas imagens aéreas em diferentes
sitios que geraram ortoimagens de florestas com inventario, além da apropriacao de
coordenadas geograficas em campo de todas as arvores do experimento. Em seguida,
ortoimagens, as copas foram identificadas, recortadas e anotadas, permitindo o treinamento
dos algoritmos em Pytorch. O modelo foi treinado em duas bases de dados distintas: a
primeira com classe Unica (castanheiras) e outra com multiplas classes (22 espécies
arboreas). As métricas de desempenho, como precisdo, recall e FI-score, mostraram
resultados mais robustos no treinamento com multiplas classes, indicando maior capacidade
de generalizag@o e precisdo na detec¢do, especialmente para arvores com maior area de
projecao de copa (APC). O algoritmo treinado com multiplas classes alcangou uma precisao
de treinamento 92% e de teste de 80% para a castanheira, com baixo indice de confusdes,
enquanto o treinamento para a classe unica obteve uma precisao de 96% de treinamento e
17% em teste, apresentando um numero elevado de copas confundidas. O uso de técnicas de
visdo computacional para a detec¢do de copas a partir de ortoimagem se revela uma
ferramenta poderosa no auxilio ao planejamento florestal e ao manejo sustentdvel da
castanheira.

Palavras-chave: Inventario automatizado, Deteccdo de arvores, Deep learning e PFNM.



Abstract:

The Brazil nut tree (Bertholletia excelsa Bonpl.) is a valuable non-timber forest product
(NTFP) from the Amazon region, facing challenges in sustainable management that require
balancing productivity maximization with conservation. The objective of this study is to
evaluate a method for mapping Brazil nut trees in native Amazonian forests using
orthoimages obtained by drones (UAS) and the YOLO v7x algorithm. For the training
dataset, aerial images were collected at different sites, generating orthoimages of forests with
inventory data, along with the collection of geographic coordinates of all trees in the field
experiment. Subsequently, tree crowns were identified, cropped, and annotated in the
orthoimages, enabling the training of algorithms in Pytorch. The model was trained on two
distinct datasets: one with a single class (Brazil nut trees) and another with multiple classes
(22 tree species). Performance metrics such as precision, recall, and F1-score showed more
robust results in the training with multiple classes, indicating greater generalization capacity
and detection accuracy, especially for trees with larger crown projection areas (CPA). The
algorithm trained with multiple classes achieved a training precision of 92% and a test
precision of 80% for Brazil nut trees, with a low rate of confusion, while the single-class
training achieved a training precision of 96% and a test precision of 17%, showing a high
number of misidentified crowns. The use of computer vision techniques for crown detection
from orthoimages proves to be a powerful tool in aiding forest planning and the sustainable
management of Brazil nut trees.

Keywords: Automated inventory, Tree detection, Deep learning, NTFP.
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Figura 1- Resumo grafico do estudo.
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Introducio

As cadeias produtivas dos produtos florestais ndo madeireiros (PFNMs) sao
atividades de desenvolvimento sustentavel, com producao que auxilia na manutengao dos
servicos ecossistémicos das florestas e a bioeconomia local (Sacande e Parfondry, 2018;
Aratjo et al, 2024). O uso desses recursos como fonte de renda € expressivo em
comunidades tradicionais e territorio de povos nativos na Amazonia (Araujo et al., 2024).

Entre os PFNMs, a Castanha do Brasil produzida em arvores de Bertholletia excelsa
Bonpl. merece destaque pela grande contribuicdo economica na cesta de produtos do
extrativismo na Amazonia (Batista et al., 2019).

Entretanto, a maximizacao do nivel anual de producao de frutos e a manutencao da
sustentabilidade ecologica da arvore sdo grandes desafios para a comercializa¢ao (Kainer,
Wadt e Staudhammer, 2007). Uma alternativa para subsidiar a sustentabilidade da cadeia
produtiva ¢ a expansao da area de extragdo na floresta para a coleta dos frutos bem como a
organiza¢do das atividades econdmicas via cooperativismo (Silva, et al., 2019; Fibich et
al.,2016; Staudhammer, Kainer, Wadt e Cunha, 2021).

A floresta amazonica possui extensas areas de floresta nativa com ocorréncia de
arvores de B. excelsa apresentando grande potencial para aumento da produtividade de
frutos. Entretanto;-sua ocorréncia nas florestas ¢ variavel a depender da tipologia florestal e
da influéncia ancestral humana na érea, sendo que o uso de metodologias tradicionais de
mapeamento de arvores como transectos influencia na detec¢ao das arvores (Wadt, Kainer e
Silva, 2005; Munaretti, Wadt e Papa, 2016; Silva, et al., 2019; Wadt et al.,2023). Neste caso,
o real potencial produtivo de frutos de B. excelsa pode ser desconhecido por comunidades

extrativistas e demais stakeholders (Ferreira et al., 2021).
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Neste caso, percebe-se um modelo, desenvolvido a partir de uma rede neural
artificial; e treinado no contexto de inteligéncia artificial com aprendizado profundo de
maquina, de forma a criar um sistema adaptativo por meio do qual as maquinas aprendem
com o0s erros, aprimorando-se continuamente (Izbicki e Mendonga, 2020, p..162; Huang, et
al., 2023; Kipli, Zen e Chin, 2023).

Existem inumeros algoritmos de aprendizado profundo de maquina, dentre eles o
Yolo (You Only Look Once). O YOLO ¢ uma familia de algoritmos que utiliza as redes
neurais convolucionais para a deteccdo de objetos, avancado em termos de velocidade e
precisdo quando comparado a outros algoritmos similares (Ji, Ling, Han, 2023). O YOLO
versdao 7X (YOLOvV7X) apresenta uma arquitetura mais profunda e robusta, incorporando
camadas adicionais e estratégias avangadas de treinamento, permitindo inferéncias mais
precisas, especialmente para objetos menores ou em cendrios com alta densidade de
informagdes (Wang, Bochkovskiy e Liao, 2023) como as areas florestais.

Portanto, considerando as caracteristicas de estudos especificos ao mapeamento em
grandes areas florestais, a importancia de B. excelsa na bacia amazdnica, o intuito de apoiar
comunidades extrativistas na gestdo € no manejo sustentdvel da espécie e a grande
capacidade de deteccao de objetos do YOLOV7X, este estudo objetivou treinar um algoritmo
para tornd-lo capaz de detectar individuos de castanheiras a partir da anélise de ortoimagens
obtidas por Sistemas de Aeronaves Nao Tripuladas (UAS) e aprendizado profundo de
maquina.

Especificamente buscou-se responder: 1) € possivel detectar arvores de B. excelsa a
partir de ortoimagens analisadas por algoritmos de redes neurais convolucionais de maneira
precisa? i1) de que maneira a aplicagdo do inventario automatizado pode auxiliar na melhoria

da gestao na cadeia produtiva de B.excelsa?
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2 Revisao de Literatura
2.1 Comunidades Extrativistas e Gestao da Produ¢ao de PFNMS

Os produtos florestais ndo madeireiros sdo alternativas econdmicas viaveis para
auxiliar nas estratégias de conservagao da floresta amazonica, podendo ser 6leos, resinas,
sementes, folhas, fibras, exsudados, entre outros (Gongalves et al., 2021). Esses produtos
sdo alternativas para diminuir os impactos negativos ocasionados nas florestas da Amazonia
com as atividades relacionadas a conversao do uso do solo de florestas nativas (Wadt, Kainer
e Gomes-Silva, 2005; Gongalves ef al., 2021).

Os produtos florestais ndo madeireiros (PFNM) auxiliam na melhoria da renda dos
extrativistas € na garantia de recursos para as proximas geragoes, conferindo a a-atividade o
status de sustentavel ecologicamente correta e economicamente viavel (Wadt, Kainer e
Gomes-Silva, 2005 e Gongalves et al., 2021). Cada produto possui caracteristicas
especificas, com calendarios de coleta e metodologia de exploracao diferentes, bem como
custos e comercializacdo (Giatti ef al., 2021 e Santos, Figueiredo e Figueiredo, 2020).

Giatti et al., 2021, ao estudarem uma comunidade extrativista localizada em uma
reserva de desenvolvimento sustentavel na Amazodnia, evidenciaram que; o preco recebido
da comercializacao dos PFNMs ndo apresenta politica de preco minimo, o que prejudica a
comercializacdo dos mesmos, bem como, ndo héa organiza¢ao nos processos sociais para a
coleta e a venda por parte da comunidade, frente a demanda crescente dos produtos
oferecidos por eles, logo, falta-lhes ; gestdo organizacional.

As comunidades extrativistas podem escolher o arranjo de organizac¢dao social e
comercial que melhor se adeque as suas necessidades, dentre estas hd associagdes,
cooperativas e outros instrumentos que permitems; organizar-se enquanto comunidade, bem

como produtora de produtos e servicos florestais, sejam estes madeireiros ou nao.
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A cooperativa ¢ um instrumento de grande importancia para os extrativistas, uma vez
que, através da mesma, a comunidade (via associagdo) consegue melhores condi¢des para a
comercializacdo dentro da cadeia produtiva em que estd inserida, agregando a renda e
diminuindo a incidéncia de atravessadores, bem comos;-podem obter acesso e assisténcia
técnica e extensao rural (Silva et al., 2019 e Giatti et al., 2021).

Através da cooperativa ¢ possivel realizar a compra diretamente do produtor, ja que,
normalmente, o produtor também ¢ cooperado, portanto ele ¢ cliente € membro, gerando
assim mais beneficios para ambos (cooperativa e cooperado) Essa modalidade de
organizagao possibilita ainda realizar rastreabilidade da matéria-prima, fortalecendo elos da
cadeia produtiva. Por meio das cooperativas, os cooperados tém acessos a capacitagdes e
assisténcia técnica, o que auxilia na melhoria da gestdo da cadeia produtiva através da
organizagao social e proporciona aos mesmos melhor entendimento acerca dos beneficios,
econdmicos e sociais, que as atividades extrativistas desempenham (Silva et al., 2019 e
Gongalves, 2021).

Quando a gestdo ¢ organizada, torna-se eficiente, permitindo assim; que as
associagdes extrativistas consigam desenvolver sua logistica de maneira a diminuir os
impactos negativos no piso florestal, realizando suas atividades de coleta de maneira mais
racional e programada, evitando retrabalho, garantindo confiabilidade ao processo. Quando
bem gerida, a atividade extrativista se consolida e permite destaque dentro da cadeia
produtiva a qual pertence. Processos de gestao eficientes facilitam a acreditagdo e
consequentemente o acesso a selos de qualidade que permitem maior destaque internacional
comunidade produtora (Silva et al., 2019). Uma gestdo que leve em consideragdo os
aspectos inerentes a espécie, como: crescimento, mortalidade, dispersdo, tipologia florestal,

que realiza monitoramentos continuos ajustados a & coleta ecoldgica e sustentavel; permite
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melhoria no monitoramento da produtividade florestal ao longo dos anos (Wadt, Kainer,
Gomes-Silva, 2005).
2.2 A Castanha do Brasil (Bertholletia excelsa)

Trata-se de uma espécie arborea pertencente a familia botanica Lecythidaceae,
secundaria tardia, conhecida vernaculamente como “castanha-do-brasil ou Castanha do
Brasil” e encontrada em florestas ndo inundaveis no Brasil, com distribui¢ao natural em
todos os estados da regido norte e no estado de Matogrosso, com dominio fitogeografico
Amazonia (Catenacci, ef al., 2023).

As arvores renovam suas folhas proximo ao inicio do periodo chuvoso, dispersando
seus frutos no periodo de novembro a margo (Santos, Figueiredo e Figueiredo, 2020). Os
frutos sdo dispersos por roedores, sendo que; alguns sdo enterrados e eventualmente
esquecidos, auxiliando no processo de germinagdo da espécie (Wadt, et al., 2018).

Hé evidéncias significativas da relacdo entre dispersdo e acdo antrdpica de B. excelsa
(Wadt, et al., 2018), o que consequentemente influencia no padrdo de distribui¢do espacial
da espécie. Os estudos de Batista et al., (2019) relatam que, de acordo com o tipo de floresta,
havera diferentes associacdes espaciais para a espécie, “havendo assim necessidade da
adocdo de diferentes estratégias de manejo e conservagdo para as espécies arboreas em
relag@o ao tipo de floresta”.

A B. excelsa é um dos principais PFNMs da América do Sul, sua extracao ¢
basicamente realizada em florestas naturais, sua comercializac¢ao € expressiva, tanto em nivel
nacional quanto para exportacao (Ferreira, ef al., 2021). Atualmente um dos maiores desafios
relacionados a cadeia produtiva é a relagdo entre maximizagdo da produtividade e
sustentabilidade ecoldgica da arvore (Batista, et al., 2021). Um ponto chave que pode
auxiliar no aumento da produtividade é a elaboragdo de metodologias que mapeiam de

maneira eficiente extensas areas de floresta com vistas a identificar individuos produtivos
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(Batista, et al., 2021) ndo mapeados por comunidades através das metodologias tradicionais

(transectos).

2.3 Aeronaves Remotamente Pilotadas e Fotogrametria

A Agéncia Nacional de Aviagao Civil; classifica as aeronaves remotamente pilotadas
(Unmanned Aircraft System — UAS do inglés); como sendo aquelas destinadas a usos
experimentais, institucionais ou comerciais. Existem intimeras marcas € modelos que podem
ser utilizados no ambiente institucional para a promoc¢ao da ciéncia.

O uso de UAS ¢ uma parte importante para a realizacao de levantamentos florestais
modernos, bem como se tornaram aeronaves que estdo ganhando mais autonomia de voo
com a evolu¢do dos modelos, facilitando assim os processos de coleta de dados (Kukkonen
et al., 2021). Para escolher a marca e o modelo que melhor se adeque as necessidades do
estudo, faz-se necessario conhecer as vantagens e limitagdes que cada categoria tem, para
assim, de acordo com os objetivos do trabalho, realizar uma escolha mais adequada de
aeronave.

Dentre os inumeros modelos tém-se os Mavic 2 e 3Pro. A UAS possui tecnologia
de prevencdo a colisdo frontal e traseira; utiliza o sistema de posicionamento global e o
sistema global de navegagado por satélite (GNSS), Mavic 2 com GPS e GLONASS e Mavic
3 com GPS, Galileo e BeiDou (DJI, 2023). “O Mavic usa o sistema de satélite duplo para
ajudar com precisdo voando e retorno para casa, prevencdo de obstiaculos, pontos de
passagem, pontos de interesse ¢ muito mais” (Vellemu et al., 2021). Esses fatores sdo
importantes para evitar acidentes durante a realizacdo dos voos, processos de decolagem e
aterrissagem (DJI, 2023 e Vellemu et al., 2021).

O estudo de Vellemu et al. (2021); evidenciou que, comparado a outros modelos, o
Mavic 2 Pro;-demonstrou mais agilidade nos processos de coleta, bem como seu sistema de

prevencao de obstaculos auxiliou no impedimento de um acidente de trabalho durante as
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operagdes de voo, demonstrando ser um equipamento adequado para coletas na area
ambiental.

O processo de automacdo nas atividades relacionadas ao ambiente florestal; permite
maior agilidade na coleta de dados, fornecendo informacdes de alta qualidade quando bem
planejadas e executadas, auxiliando assim na tomada de decisdes. Para a utilizacdo de
aeronaves remotamente pilotadas, necessita-se realizar a regularizagdo da aeronave e o plano
de voo, considerando-se que essa atividade envolve: regularizacdo da radiofrequéncia,
registro da aeronave e registro e autorizacdo da missao de voo (Figueiredo et al., 2020).

Para a realizag@o do projeto do plano de voo ¢ necessario identificar a localizagao da
area de interesse, fazer os calculos dos parametros fotogramétricos e escolher o aplicativo
de voo. Apos essas etapas, ¢ realizada a execu¢do das missdes de voo do projeto. Deve-se
coletar ground control points, em caso de intempéries e perda de equipamento (Figueiredo
et al., 2020). Apdés completadas as atividades de voo, serd necessario processar os dados
coletados.

O processamento das imagens aéreas obtidas por aeronaves remotamente pilotadas;
deve ser efetuado via software para fotogrametria digital, levando-se em conta que existem
varios no mercado disponiveis para uso (Figueiredo et al, 2020). Os algoritmos de
fotogrametria permitem a extragao de caracteristicas que ndo variam em fung¢ao a rotagao da
imagem; dessa forma, para que seja possivel o processamento adequado, as imagens devem
ser de alta qualidade e sem efeito de rolamento do pixel (Figueiredo et al., 2020). “O
processamento fotogramétrico avancado que permite a realizagdo do processamento da
ortoimagem tem a finalidade de facilitar a localizacao geografica das arvores dominantes e
codominantes e vetorizar a area de cada copa individualmente” (Figueiredo et al., 2020).

Para obter atributos de arvores necessarios, deve-se realizar processamento analitico

adicional a nuvem de pontos a um custo razoavel (tempo de processamento) para grandes
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areas (Zhang et al, 2023). Através da utilizacdo da ortoimagem ¢ possivel realizar
fotointerpretagdo de arvores individuais utilizando-se a classificagdo orientada a objetos -

GEOBIA ou por algoritmos de aprendizado profundo de maquina (Figueiredo et al., 2020).

2.4 Aprendizado de Maquina Aplicado a Ciéncia Florestal

A inteligéncia artificial ¢ uma area multidisciplinar; em sua esséncia pode ser
definida como a capacidade de os sistemas tomarem decisdes de forma independente, precisa
e apoiada em dados digitais (Guido, 2016). A inteligéncia artificial € composta por subareas,
dentre elas a de aprendizado de maquina e aprendizado profundo.

O aprendizado de maquina (machine learning) ¢ uma area de pesquisa relacionada
a estatistica e a ciéncia da computacdo-e ¢ responsavel basicamente por tomar decisdes a
partir de regras pré-estabelecidas e codificadas. Através deste ha automagao; que possibilita
a elaboracdo de modelos analiticos; o sistema aprende com os dados, identifica padrdes e
realiza decisoes, a interferéncia humana no processo ¢ minima (SAS, 2023).

Segundo o Instituto SAS (2023), para tornar possivel a criagdo de bons sistemas de
aprendizado de maquina, ¢ necessario ter boa capacidade de data preparation, algoritmos
basicos e avangados, processos automatizados e iterativos, escalabilidade e modelagem
conjunta. “No aprendizado de maquina o alvo ¢ denominado roétulo; uma variavel em
estatistica ¢ chamada de recurso e uma transformacao estatistica ¢ chamada de criagao de
recurso em machine learning”.

O aprendizado de maquina possui trés tipologias, o supervisionado, ndo
supervisionado e o por refor¢o. O aprendizado supervisionado utiliza preditores, que sdo os
dados de entrada com vistas a prever os dados de saida, os quais podem ser tanto qualitativos
relativos & problema de classificagdo ou quantitativos quando ha problema de previsao
(Morettin 2022, p. 401). O aprendizado ndo supervisionado considera que todas as varidveis

possuem natureza similar, ndo havendo distingdo entre varidvel preditora e resposta
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(Morettin 2022, p. 652). A aprendizagem por reforgo € utilizada para objetivos especificos,
aplicados a tarefas de constante aprendizagem e para decisdes em tempo real utilizando
feedback de informagdes para corrigir erros e ajustar o comportamento do modelo ao mesmo
tempo que desempenha a tarefa (Karasinski, 2021). Inimeros estudos na area florestal
utilizam tanto a primeira quanto a segunda tipologia de aprendizado para a producdo de
dados cientificos no Brasil.

Silva et al., (2023) realizaram modelagem e detec¢ao de arvores invasoras com o uso
de UAS e aprendizado de maquina em floresta subtropical. Rubi et al., (2023) utilizaram o
aprendizado profundo para realizar estudo comportamental acerca de incéndios. Diniz et al.,
(2021) combinaram o aprendizado profundo com dados espaciais para prever geadas em
areas de florestas plantadas. Caffaratti et al., (2021) testaram diferentes algoritmos de
aprendizado profundo para detectar florestas. Os estudos evidenciam que as diferentes

arquiteturas de aprendizado serdo adequadas para andlises em ciéncia florestal.

2.4.1 Aprendizado Profundo
O aprendizado de maquina utiliza algoritmos para organizar dados, reconhecer

padrdes e produzir informacdes uteis para uma determinada area do conhecimento. A
aprendizagem profunda ¢ uma parte do aprendizado de méaquina que utiliza algoritmos de
alto nivel, reproduz uma estrutura de neurdnios artificiais similar ao organico e aprende com
os dados, entende conceitos de hierarquia e ¢ basicamente a evolu¢do do aprendizado de
maquina (Izbicki e Mendonga, 2020; Karasinski, 2021).

O aprendizado profundo tem sido utilizado em todo o globo e demonstra melhor
desempenho quando comparado a outras metodologias da analise de dados; recentemente,
perceptron multicamadas (MLPs), redes neurais artificiais (RNAs), redes neurais

convolucionais (CNNs), redes neurais de aprendizagem profunda (DLNNs) (Saha et al.,
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2023) tém sido empregados em inimeras areas do conhecimento, inclusive na ciéncia

florestal. Segundo o Instituto SAS o aprendizado profundo (deep learning):

Combina avangos no poder computacional e tipos especiais de redes neurais
para aprender padrdes complicados em grandes quantidades de dados.
Técnicas de deep learning sdo o que ha de mais avangado hoje para identificar
objetos em imagens e palavras em sons. Os pesquisadores estdo tentando
aplicar esses sucessos no reconhecimento de padroes em tarefas mais
complexas, como na tradugdo automatica de idiomas, diagndsticos médicos e
diversos outros problemas sociais e corporativos.

O aprendizado profundo ¢ capaz de analisar e aprender com os dados, por isso na
agronomia ¢ aplicado para intimeras tarefas, dentre elas distinguir entre diferentes
vegetacoes (Kipli, et al.,, 2023); ja—na ciéncia florestal foi utilizado para identificar e
classificar espécies de Arecaceae em areas de floresta na Amazonia brasileira (Ferreira et

al., 2020).

2.4.1.1 Redes Neurais Convolucionais

\

As RNAs processam dados similares a metodologia utilizada por rede neural
organica (cérebro humano), diferindo-se, portanto, dos computadores convencionais; o
sistema de processamento complexo e inumeras vezes ndo linear; realiza organizagdes
profundas através de neurdnios artificiais; sua estrutura basica ¢ formada por um perceptron
(uma camada simples e um classificador linear binario) e quando se tem mais de uma camada
denomina-se rede neural convolucional (Izbicki e Mendonga, 2020, p.162). Graficamente
uma rede neural simples € composta por camada de entrada, camada oculta e camada de
saida;—e na primeira encontram-se os dados fornecidos por programador, ou seja, as
covariaveis do banco de dados, na segunda sao realizados os processos nao lineares nos
neurdnios artificiais e a terceira € o resultado (Izbicki e Mendonga, 2020, p.162).

A rede neural convolucional (CNN) ¢ uma das formas mais proeminentes de redes
neurais classicas para realizar a deteccado de objetos e a manutencdo de informagdes
correlacionadas aos dados abrangentes (Huang, ef al., 2023). As CNNS possuem expressiva

capacidade de extragdao de informacgdes, sdo compostas principalmente por camadas de
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convolucdo e camadas de agrupamentos; quando as camadas sdo repetidamente aplicadas, ¢
possivel diminuir a quantidade de dados de entradas, bem como recursos TUteis serdo mais
bem produzidos gradualmente (Huang, ef al., 2023).

Segundo os estudos de Huang et al., (2023) as CNNs incluem trés tipologias de
camadas, as convolucionais, as de agrupamento e aquelas totalmente conectadas. As
camadas convolucionais aprendem com as feigdes de entrada; as de agrupamentos podem
alcangar invariancia de deslocamento e resolu¢do dos mapas de fei¢des, o que normalmente
ocorre entre duas camadas convolucionais; quando ha uma, duas ou mais camadas
trabalhando inter-relacionadas com vistas a executar raciocinio de alto nivel, tém-se camadas
totalmente conectadas; e a ultima camada da CNN ¢é denominada camada de saida.

Ao utilizar CNNs ha intimeras abordagens a serem consideradas, as mais comuns
sdo; segmentacdo semantica, segmentacdo de instancia e detec¢do de objetos. A utilizagdo
de uma abordagem ou outra dependerd do objetivo da pesquisa a ser desenvolvida,
considerando-se que, no presente projeto de pesquisa, optou-se por utilizar a deteccdo de
objetos (alvos).

A segmentacdo semantica realiza a classifica¢do pixel a pixel em uma imagem de
acordo com conjuntos de classe e estudos na area da ciéncia florestal demonstram
(>80%) alta taxa de classificagdo (Veras et al., 2022). A segmentacdo de instancias detecta
cada objeto individual entre objetos semelhantes.

A deteccao de objeto primeiramente realiza a etapa de aprender o que € o objeto para
depois classifica-lo, sendo subdividida em duas categorias: a primeira € region proposals
em que o algoritmo encontra regides da imagem onde haverd o objeto; e a segunda, o
classification-based methods, ¢ o processo agnodstico de localizar o objeto dentro da
imagem, com base no aprendizado das caracteristicas individuais do alvo; ao se utilizar a

segunda categoria € possivel o usos do You Only Look Once (YOLO) (Macarini,221).

21



2.5 You Only Look Once (YOLO)
A deteccdo de objetos ¢ um constituinte de grande importancia para a visao

computacional, podendo ser aplicada para a realizacdo de interagdes entre textos e objetos
ou para rastred-los (Ji et al., 2023), e, em vista disso, o presente estudo visa a utilizagdo do
segundo (rastrear objetos). A utilizagdo do YOLO ¢ crescente entre os cientistas, podendo
ser observada sua utilizacdo em diferentes areas do conhecimento. O Yolo ¢ uma familia de
algoritmos que procura solucionar problemas de regressao para objetos (Ji et al., 2023).

O algoritmo YOLO ¢ um sistema de detec¢ao de objetos de tltima geragdo que utiliza
uma série de algoritmos de deteccdo de objetos em tempo real desenvolvido por Joseph
Redmon em 2015. O algoritmo utiliza as redes neurais convolucionais para a detec¢do de
objetos em passada unica (Rios, 2022) prevendo a probabilidade de existirem objetos
desejados e a sua classificagdo (Redmon, 2016).

Quando comparado a outros algoritmos similares, em geral, o YOLO apresenta maior
velocidade de deteccdo e classificagdo, bem como precisdo. Entretanto, para pequenos
objetos com resolucdo limitada da imagem, o mesmo apresenta alta taxa de deteccao de erros
devido as limitagdes como: poucas expressivas caracteristicas, o que pode aumentar a taxa
de erros de detecgao (Ji, et al., 2023).

Hé um grande ntimero de recursos através do YOLO capazes de melhorar a precisdo
da CNN para pequenos objetos, desde que suas caracteristicas sejam bem delimitadas.
Devido as melhorias da estrutura no algoritmo, a versao quatro do mesmo possui melhores
resultados quando comparada as versdes anteriores e a outras arquiteturas (Bochkvskiy et
al.,2020).

Em sua versao 7 (YOLOV7), o mesmo introduz vérias inovagdes para aprimorar a
eficiéncia e a precisao dos detectores em tempo real. Algumas das principais melhorias

incluem: trainable bag-of-freebies, modelos escalonaveis, reparametrizacdo planejada,
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atribuicdo de rétulos coarse-to-fine e eficiéncia computacional (Wang, Bochkovskiy, Liao,
2022).

O trainable bag-of-freebiess—refere-se as técnicas otimizadas para o processo de
treinamento que aumentam a precisdo sem impactar os custos de inferéncia. Os modelos
escalonaveis estdo relacionados ao uso de "extended efficient layer aggregation networks
(E-ELAN)", que melhora o aprendizado de recursos ao ajustar a cardinalidade e o uso de
convolugdes em grupo. A reparametrizacdo planejada estd relacionada as estratégias
especificas para substituir moédulos na arquitetura, otimizando a propagacdo de gradientes.
A atribuicao de rétulos coarse-to-fine ¢ um método de geragdo de rotulos que equilibra a
precisdo e o recall para diferentes camadas de saida. E a eficiéncia computacional reduz
significativamente o numero de pardmetros e operacdes sem sacrificar a precisdo
computacional (Wang, Bochkovskiy, Liao, 2022).

O YOLOvV7x € uma variante escalonada do YOLOV7, que visa atender demandas de
deteccdo mais exigentes. Ele utiliza uma maior profundidade e largura nos blocos
computacionais, alcangando melhores desempenhos em termos de precisdo de detecgdo. A
arquitetura otimizada mantém um bom equilibrio entre velocidade de inferéncia e eficiéncia
de calculo, com um aumento notavel na precisdo geral, especialmente em tarefas
computacionais mais complexas (Wang, Bochkovskiy, Liao, 2022). Comparado com seus
antecessores e concorrentes(Wang, Bochkovskiy, Liao, 2022).

Portanto, o YOLOV7 solidifica sua posi¢do como um marco na evolucao de
detectores de objetos, oferecendo uma solugdo poderosa para cenarios em que precisao €
eficiéncia sdao cruciais. Este trabalho pavimenta o caminho para futuras pesquisas,
destacando areas de otimizagdo arquitetural e treinamento eficaz como pilares para

inovagodes na visao computacional.
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3 Metodologia
3.1 Abrangéncia do estudo

O estudo foi conduzido em 18 areas de floresta nativa variando de 191 a 339 ha
totalizando 18.023,20 ha sobrevoados e abrangendo os estados do Acre, Amazonas e
Rondédnia (Figura 1). Em cada area, a localizagdo geografica das arvores de B. excelsa foi
obtida com receptores do Sistema Global de Navegacao por Satélite (GNSS), provenientes

dos dados do inventario florestal.
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Figura 2- Mapa de localizagao das areas de estudo - base de dados Geoflora (Geotecnologias aplicadas a automagao florestal e espacializagao dos
estoques de carbono em uso nativo e modificado da terra na Amazodnia Ocidental — Anexo 01) (2024), em A — As areas de estudo localizadas nos
estados do Acre, Amazonas € Rondonia; em B — Area de teste na Embrapa-Acre; em C — Detalhe das copas com identificacdo do nome vernacular.

25



A localizagdo das areas de estudo e a tipologia florestal sdo apresentadas no Quadro
1. Cada sitio possui uma populagdo finita de B. excelsa, cuja copa da arvore ¢ a unidade
amostral.

Quadro 1: Numero de copas de arvores de B. excelsa (n) utilizadas no treinamento do
algoritmo YOLOvV7X.

Sitio Tipologia
Estado Municipio n Florestal PMFS

01 Acre Rio Branco 746  FOD+FAB Nio
02 Acre Bujari 134 FOAP Nio
03 Acre Porto Acre 11 FOAB Sim
04 Acre Porto Acre 14 FOAB Sim
05 Acre Rio Branco 8 FOAB Sim
06 Acre Rio Branco 46 FOD+FOAB Nio
07 Acre Rio Branco 169 FOD Sim
08 Acre Rio Branco 145 FOD Nio
09 Acre Senador Guiomard 410 FOD+FOAB Sim
10 Acre Rio Branco 22 FOD Nio
11 Acre Rio Branco 82 FOD Nio
12 Acre Xapuri 800 FOD+FOAB Sim
13 Acre Placido de Castro 16 FOATBB Nio
14 Amazonas  Lébrea 77 FOD Sim
15 Rondonia  Espigdo do Oeste 14  FOD Sim
16 Rondodnia Candeias do Jamari 1 FOD Sim
17 Rondonia Jaquirana 136  FOD Sim
18 Rondonia  Jaquirana 172 FOAAP+FOD Nio
Somatoério 3003

Em que: FOD = Floresta Ombrofila Densa, FOAB = Floresta Ombrofila Aberta com
Bambu, FOAP = Floresta Ombrofila Aberta com Palmeiras, FOAAP = Floresta
Ombroéfila Aberta Aluvial com Palmeiras, FOATBB = Floresta Ombrofila Aberta das
Terras Baixas com Bambu e PMFS = Plano de Manejo Florestal Sustentavel, n = niimero
de copas no sitio. Fonte: Geoflora (2024).

Além de B. excelsa, outras 21 espécies; foram consideradas para permitir a
avaliacdo do desempenho do algoritmo na deteccdo: Apuleia leiocarpa (Vogel) J.
F.Macbr — garapeira; Brosimum alicastrum Sw — Manite;. Parkia pendula (Willd.)
Benth. ex Walp — bajao; Copaifera multijuga Hayne — copaiba; Cedrela odorata L. —
cedro; Ceiba pentandra (L.) Gaertn — samauma branca; Ceiba samauma (Mart. & Zucc.)

K.Schum. — samatma preta; Ceiba speciosa (A.St.-Hil.) Ravenna — samauma rosa;
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Castilla Ulei Warb - caucho; Dipteryx odorata (Aubl.)) Willd — cumaru-ferro;
Enterolobium schomburgkii (Benth.) Benth- orelha de macaco; Hymenaea parvifolia
Huber - jutai; Manilkara huberi (Ducke) Standl. - magaranduba; Parkia nitida Miq. -
faveira; Tachigali melanocarpa (Ducke) van der Werff — taxi preto; Tachigali
myrmecophila (Ducke) Ducke) - vermelho. As mesmas s3o pertencentes ao banco de
dados do projeto Geoflora (Geotecnologias aplicadas a automacdo florestal e
espacializacdo dos estoques de carbono em uso nativo e modificado da terra na

Amazonia Ocidental).

3.2 Fluxo de trabalho para gera¢ao do conjunto de dados-

Em cada area de floresta, um sobrevoo foi realizado por uma aeronave nao tripuladas
(do inglés, Unmanned Aircraft Systems - UAS) modelo Mavic 2 e 3 Enterprise com uma
camera acoplada posicionada em angulo de nadir (angulo de 90° perpendicular ao solo) para
a obtencdo de imagens (Figueiredo e Figueiredo, 2018). Todos os voos realizados foram
autorizados no Sistema para solicitacdo de acesso ao Espaco Aéreo Brasileiro por Aeronaves
Nao Tripuladas — SARPAS emitida por Departamento de controle do Espaco Aéreo —
DECEA (ANAC, 2024).

Cada sobrevoo foi realizado a 120 metros de altura com velocidade de cruzeiro
(36km/h ou 10m/s), intervalo de captura de fotos de 3 segundos com sobreposicao lateral e
longitudinal média entre fotos de 80% e distancia entre linhas de 45m om GSD (ground
sampling distance) de 4 cm (Figueiredo e Figueiredo, 2018).

Logo, para a elaboragdo das ortoimagens, aplicamos o algoritmo SIFT (Scale-
invariant feature transform) disponivel no software Pix4D (software de mapeamento de
fotogrametria terrestre e de drones) (Pix4D, 2024) e realizamos o processo fotogramétrico
utilizando a composi¢do de cor verdadeira (RGB). Posteriormente, extraimos as copas

individuais (ITCs) das arvores de B. excelsa para o processo de demarcagao ou rotulagem.

27



Sobre cada ortoimagem foi realizada a identificacdo de arvores de B. excelsa a partir da
avaliagdo da copa com o apoio das coordenadas geograficas de cada arvore obtidas
previamente no inventario florestal 100%.

Para cada copa identificada foram realizados a demarcagao e o recorte de poligonos
(Bounding Box ou caixa delimitadora) com o uso do software Qgis versdo Firense (3.28,
2022), o que gerou um total de 3003 poligonos com imagens de B. excelsa com tamanho
padrdo 1024 x 1024 pixels, que foram analisadas posteriormente no sofiware Make Sense -
GPLv3 (ferramenta de codigo aberto e gratuita, executdvel em navegador web) para a
geracdo de arquivo em formato compativel com a rede neural do YOLOv7X (Skalski, 2019).

A partir da analise da caixa delimitadora extrairam-se cinco variaveis: coordenadas

(bx, by) do centro da caixa delimitadora, a largura w e a altura 4 da caixa delimitadora e o

nome da classe conforme mostrado na Figura 3.

Figura 3- Variaveis componentes de uma caixa delimitadora. - (bx, by) = coordenadas X ¢ Y
correspondente ao centro da caixa delimitadora, w representa a largura e h a altura.
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3.3 Treinamento do algoritmo YOLOv7x

O treinamento do algoritmo foi realizado em duas fases denominadas de Cenario I e
Cenario II. No Cenario I o algoritmo foi submetido a & avaliagdo das 3.003 imagens de copas
das arvores de B. excelsa ¢ no Cendrio Il considerou-se um segundo conjunto de dados
contendo imagens de copas de 11.000 arvores distribuidas em 22 espécies com o objetivo de
diminuir a incidéncia de falsos positivos durante o processo de treinamento do modelo. Os
Falsos positivos (FP) referem-se ao nimero de amostras de classificagdo incorreta no modelo
(Zhu et al., 2022).

O cendrio II foi introduzido no estudo devido a divergéncia observada entre as
métricas de treinamento e teste no cendrio 1. Isso ocorreu porque o modelo confundiu
espécies com caracteristicas texturais e de copa semelhantes as da castanheira, classificando-
as incorretamente como sendo da mesma espécie. Como resultado, houve aumento
significativo nas identificagdes erroneas. Para corrigir essa falha, foi implementado o cenario
I, a fim de melhorar a precisdo do modelo.

Para o processo de treinamento do modelo utilizamos a Rede Neural Convolucional
YOLOV7x, que realiza detec¢do e classificacdo de objetos. O YOLOV7x possui quatro partes
basicas (Input, Backbone, Neck e Head) (Bhagabati, Sarma e Bora, 2024). O Input refere-
se aos dados de entrada fornecidos ao modelo, sendo a base sobre a qual o aprendizado foi
realizado. O Backbone atua como a estrutura principal da rede neural, sendo responsavel
pela extragdo de caracteristicas discriminativas das imagens de entrada, como bordas,
texturas e formas, que sdo fundamentais para o processo de reconhecimento (Cao et al.,
2023, Bhagabati, Sarma e Bora, 2024).

O Neck, por sua vez, adiciona camadas e mecanismos que permitem a generalizagao
das caracteristicas extraidas, aprimorando a capacidade de modelar objetos em diferentes

escalas. Ele facilita a transferéncia de informag¢des entre camadas de baixo e alto nivel,
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contribuindo para uma representacdo mais robusta e eficaz das imagens durante o processo
de treinamento e inferéncia (Bhagabati, Sarma e Bora, 2024).

A Head ¢ a etapa final do processo de deteccao, responsavel por gerar os resultados
de saida, incluindo as probabilidades de classe, as pontua¢des de confianca (ou objetividade)
e as caixas delimitadoras associadas aos objetos detectados. Durante essa fase, ¢ aplicada a
técnica de Non-Maximum Suppression (NMS) (Hosang et al., 2017) para filtrar e eliminar
caixas redundantes ou sobrepostas, mantendo apenas a caixa delimitadora com a maior
pontuacdo de confianga para cada objeto. Essa abordagem garante que a saida da rede seja
precisa, minimizando falsas detec¢des e aprimorando a qualidade da previsdo final da
imagem.

A pontuagdo de confianga reflete o nivel de certeza do modelo em relagdo a uma
previsdo especifica, variando de 0% a 100%. Valores mais altos indicam maior
probabilidade de que a detecgdo seja correta. Com a aplicagdo de NMS, o modelo € capaz
de fornecer resultados mais confidveis, otimizando a deteccao de objetos e assegurando a
clareza e a precisdo nas previsoes.

O treinamento do modelo foi realizado no Jupyter Notebook (aplicativo web de
codigo aberto que possibilita a criagdo e o compartilhamento de documentos interativos com
codigo semelhante.), utilizando o YOLOV7X, realizado por meio de aprendizado de
transferéncia (Zhuang et al., 2020), fazendo uso dos pesos pré-treinados do conjunto de
dados MS-COCO (Lin et al., 2014). As imagens originais foram redimensionadas para
640x640 pixels na entrada do treinamento, conforme recomendacdes da arquitetura do
YOLO. Ambos os cenarios foram treinados com lote de tamanho 16 para 300 épocas de
treinamento (uma unica passagem de todo o conjunto de dados de treinamento no modelo

de machine learning durante o processo de treinamento) em estrutura PyToch (Paszke et al.,
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2019). Ao redimensionar a imagem facilitamos o treinamento a custa da perda de alguns
detalhes da imagem.

O aumento de dados (uso de dados sintéticos) foi incorporado ao treinamento com
foco em configuragdes especificas, otimizando a robustez do modelo. Os ajustes incluiram
um maximo de 4 ancoras delimitadoras ¢ modificagcdes nos valores de matiz, saturagao e
valor (HSV), definidos como: HSV_h (matiz) de 0,015, HSV _s (saturacdo) de 0,7 e HSV v
(brilho) de 0,4. Além disso, foram aplicadas mudancas de tradug¢do de 0,2 e variacdo de
escala de 0,5 para aumentar a diversidade do conjunto de dados.

O treinamento foi realizado em uma workstation de alta performance, equipada com
um processador AMD Ryzen Threadripper 5964 WX, contendo 24 nucleos e 48 threads,
256 GB de memoria RAM e uma GPU NVIDIA GeForce RTX 4090 com 24 GB de memoéria
dedicada, garantindo eficiéncia computacional e reducdo do tempo de processamento.

Os conjuntos de dados nos cendrios I e II foram subdivididos e organizados
aleatoriamente em dois grupos (separadamente): conjunto de treinamento (80%) e conjunto
de validagdao (20%). O conjunto de treinamento contém imagens utilizadas para o
aprendizado do modelo, enquanto o conjunto de validacio é composto por imagens
empregadas para avaliar o desempenho do experimento. Este Gltimo fornece uma avaliagdo
imparcial do modelo durante o ajuste dos pesos, garantindo a padronizagao e a robustez do
processo de aprendizado.

Utilizamos valida¢ao cruzada k-fold (Anthony e Holden, 1998) para mitigar
possiveis vieses no treinamento, uma vez que métodos de Deep Learning sao
particularmente sensiveis a variabilidade dos dados. Dependendo da distribuicdo dos dados
de treino e validagdo, o modelo pode apresentar variagdes no erro de generalizagdo. Esse

processo, no entanto, resultou em um aumento do custo computacional ¢ do tempo de
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treinamento do modelo YOLOV7x, exigindo em média 6 e 17 horas para cada k-fold nos
cenarios I e II, respectivamente.

Apds o treinamento e a validacdo, realizamos testes com dados inéditos para
comprovar a eficacia do modelo em ambos os cenarios. Essa etapa ¢ essencial para verificar
se o modelo realmente funciona, demonstrando sua capacidade de generalizagdo além dos
dados utilizados nas etapas anteriores.

3.4 Treinamento do modelo

Treinamos o YOLOvV7x com dois cenarios diferentes com validacdo cruzada, (I)
modelo de classe tinica com 5 k-fold; (II) modelo com 22 classes com 5 k-fold, em que cada
classe representa uma espécie de arvore. A fim de obter uma avaliagdo objetiva e confidvel
do desempenho de um modelo de detecgdo, foi realizada uma validacio cruzada com cinco
replicagdes. €ada ciclo envolveu parti¢cdes aleatérias do conjunto de dados, seguido por
treinamento e avaliacdo do modelo com diferentes subconjuntos aleatorios. A precisdao
média nas cinco replicagdes foi usada como métrica de desempenho, reduzindo a influéncia
de parti¢des especificas e garantindo resultados mais robustos e imparciais.

Para o treinamento utilizamos o script desenvolvido por Wang, Bochkovskiy e Liao
(2023) com adaptacdes; imagem de entrada de 640x640 pixels e threshold de 0,1 para
selecdo do melhor indice pos-processamento. O threshold ¢ o “limite”, valor determinado
de maximo e minimo, do desempenho.

O YOLOv7x possui 122 camadas, sendo 01 de entrada, responsavel por pré-
processamento (tamanho e normalizagdo da imagem); o backbone com 59 camadas
extraindo fei¢des principais da imagem em diferentes escalas.; Neck com 59 camadas

fundindo fei¢des de diferentes escalas, conectando o backbone ao head.; e Head com 03
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camadas gerando as caixas delimitadoras, probabilidades de classe e pontuagdes de
confianga (WongKinYiu, 2022).

A atualizacdo da taxa de aprendizagem, responsavel por definir a velocidade com
que os pesos da rede sdo ajustados em direcdo ao ponto 6timo, foi ajustada de forma
especifica para essa funcdo. Inicialmente, utilizou-se uma taxa de aprendizagem de 0,01,
com um warmup equivalente a 3 épocas. Apos esse periodo, a atualizagdo passou a ser
controlada por uma fun¢do cosseno. O treinamento foi realizado ao longo de 300 épocas,
utilizando um /Jofe de 16 imagens. Essa abordagem permitiu reduzir o tempo total do
processo de treinamento e melhorar a capacidade de generalizacdo do modelo, tornando-o
mais eficaz para diferentes cendrios.

3-5 Estatistica aplicada a analise dos dados

Para avaliar o desempenho do modelo utilizamos algumas métricas de avaliagao,
precisdo média, interse¢cdo sobre a unido, avaliagdo da precisdo, recall, limiar de confianga
e validagdo cruzada para verificar a confiabilidade do algoritmo treinado (Bonfanti-Gris et
al., 2024).

Utilizamos a interse¢do sobre a unido (IoU) para medir a similaridade entre caixa
delimitadora prevista e caixa delimitadora de verdade fundamental (resultado em relagdo ao
mundo real), também conhecida como indice de Jaccard (Figura 4 e Equagdo 1). O valor
resultante desta equagdo varia entre 0 e 1, assim quanto maior a proximidade de 1 melhor a

previsdo e pode ser calculada com base na Equacao 1.

Area de sobreposicio (1)

IoU = r —
Area de uniao
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Figura 4 - Exemplo de deteccdo para copa de castanheira. A caixa delimitadora prevista foi
desenhada em laranja e a do dado fundamental em azul.

Para as demais métricas utilizamos termos referentes a aprendizagem e a previsoes.
O Verdadeiro Positivo (TP) representa as detec¢des corretas realizadas pelo modelo durante
o treinamento, o nimero de B. excelsa corretamente identificadas. O Falso Positivo (FP)
refere-se a previsoes incorretas realizadas pelo modelo, como identificar erroneamente a
presenca de uma de B. excelsa em uma localizagdao onde ela ndo existe. O Falso Negativo
(FN) corresponde aos casos em que o modelo falhou em identificar de B. excelsa presentes,
ou seja, as deteccdes positivas que nao foram realizadas (Bhagabati, Sarma e Bora, 2024).

Para determinar os TPs, utiliza-se normalmente um limite minimo de Intersection
over Union (IoU), que estabelece a precisdo espacial minima necessaria para considerar uma
previsdo como correta. Neste caso, foi adotado um limite de IoU de 0,2 (20%), assegurando
que, para ser considerada valida, a previsdo precisa ter no minimo 20% de sobreposi¢ao entre

a caixa delimitadora prevista pelo modelo e a real.
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As métricas de Precisdo e Recall foram utilizadas para avaliar a capacidade do
modelo em detectar corretamente as caixas delimitadoras associadas a uma determinada
espécie. A precisao (Equacdo 2) foi calculada através da razdo entre o numero de caixas
corretamente detectadas da espécie e o numero de caixas que foram previstas pelo detector
como daquela espécie (Bhagabati, Sarma e Bora, 2024). Em que, TP refere-se a verdadeiro

positivo, FP a falso positivo e FN falso negativo;

TP (2)
Precisdo = ———
recisdo = — T FpP
O Recall (Equagao 3) determina a probabilidade de que as caixas delimitadoras para

B. excelsa sejam detectadas corretamente (Wang et al., 2025).

TP (3)

Recall = TP+—FN

Ao utilizar ambas as métricas ¢ improvavel que um detector de objetos produza
valores elevados para ambos para classe de objeto em todos os momentos, principalmente
por causa de uma compensag¢ao entre as duas métricas, dependendo do limiar de confianga.
Cada caixa delimitadora prevista ¢ associada a um limite de confianca, variando de 0 a 1,
que indica a probabilidade de a classe de B. excelsa estar presente na caixa. Um limite de
alta confianca torna o modelo mais seletivo, reduzindo falsos positivos e aumentando a
precisdo, mas também aumentando os falsos negativos, o que reduz o recall. Por outro lado,
limites mais baixos aumentam o recall ao identificar mais exemplos positivos, mas a custa
de uma reducdo na precisao.

Definimos o limite de confianga igual a 0,25 devido & compensagdo entre as duas
métricas, pois; elas dependem do limiar de confianca (0-baixa e 1-alta precisao).

O Fl-score (Equagdo 4) ¢ utilizado para avaliar a capacidade de generalizagdo do

modelo, ou seja, sua eficdcia em manter um bom desempenho ao ser testado em um conjunto

35



de dados ndo previamente observado. Essa métrica combina Precisdo e Recall, fornecendo

uma medida equilibrada da performance do modelo em cendrios reais.

Precisao * Recall 4)

F1-— = 2
score * Precisao + Recall

Para calcular mAP@0.5 realizamos o calculo da precisao média (AP) (Equagdo 5),
em que para cada classe, calcula-se a precisdo média ao longo da curva precisdo-recall. O
calculo ¢ feito pela média das precisdes para cada ponto de recall (geralmente usando
interpolagdo ou uma média simples). O mAP@0.5 (Equagdo 6) ¢ a média da precisdo média
(AP) para todas as classes, considerando que a interse¢do sobre unido (IoU) entre a caixa
predita e a caixa real deve ser ao menos 0.5 para ser considerada uma detec¢ao valida. Em
O mAp significa o valor médio de precisdo de todas as classes, em que i denota uma classe

especifica. C significa o nimero total de classes, e APj ¢ a precisdo média para a classe ;.

N
1
AP = —Z Precisao (i) )
N 4
=1
1E
mAp@0.5 = EZ APj ©)
j=1

Assim, o mAP@0.5 fornece uma métrica de desempenho que avalia tanto a precisdo
das detecgdes quanto a sua capacidade de localizar corretamente os objetos com um limiar
de IoU de 0.5.

Realizamos a validacdo cruzada para ambos os cendrios. Apds realizados o
treinamento do modelo e a comparagdo entre os cenarios I e II, fizemos o teste do modelo,
com ortoimagem nao utilizada durante o treinamento. A contagem de verdade de campo de
B. excelsa no ambiente de teste foi de 128 arvores em 168 ha, obtida a partir de voo realizado

em margo de 2024. Antes do teste, o limiar de confianga de 0,25 foi selecionado para ambos
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os cenarios do modelo para reduzir a ocorréncia de falsos positivos e o tamanho da imagem
foi padronizado para 1536x1536 pixels. Em seguida, procedemos com a analise dos
resultados utilizando o QGIS, a fim de identificar e avaliar os falsos positivos e falsos
negativos.

Analisamos a influéncia do tamanho da caixa delimitadora na predi¢do o modelo
(cenario II) e, para isso, utilizamos a formula de Sturges (1926) (Equagao 7), para definir a
quantidade ideal para o conjunto de dados, em que, k ¢ o nimero de classes (ou intervalos),
e n o numero de observacodes ou dados.

k= 1+log2(n) (7

A ideia por tras dessa formula € que o nimero de classes & deve ser proporcional ao
logaritmo do nimero de dados n. Sturges assumiu que os dados seguiam uma distribui¢ao
normal e que a formula funciona bem em muitas situagdes, mas pode ndo ser ideal para todos

os tipos de dados ou distribuigdes.
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4 Resultados
4.1 Desempenho do modelo

O algoritmo treinado apenas com as imagens das copas de castanheiras (Cenario I);
apresentou maior precisdo comparado a situagdo em que o modelo ¢ submetido a deteccao
de imagens de 21 espécies além das copas de castanheira (Tabela 1).

O recall no Cenario I foi ligeiramente superior, mas ambos os cendrios exibiram
resultados bastante elevados, indicando que o modelo conseguiu identificar corretamente a
maioria das instancias positivas em ambas as situacdes. Em relagdo ao mAP@.5, o
desempenho foi consistente entre os dois cendrios, refor¢cando a boa capacidade preditiva do
modelo em termos gerais. Por fim, o Fl-score, que combina precisdo e recall, foi

ligeiramente superior no Cenario 1.

Tabela 1 — Média dos 5 folds por meio de validacao cruzada (k=5) para os cenarios I e I1.

Cenario Classe Precisao (P) Recall R) mAP@.5 F1-score

1 B. excelsa 0,94 0,95 0,97 0,94
B. excelsa 0,92 0,95 0,97 0,93

sppl 0,77 0,80 0,82 0,79

spp2 0,76 0,88 0,90 0,81

spp3 0,95 0,94 0,96 0,94

spp4 0,91 0,83 0,89 0,86

sppS 0,81 0,92 0,92 0,86

spp6 0,81 0,67 0,81 0,73

spp7 0,83 0,88 0,91 0,86

spp8 0,68 0,69 0,72 0,69

II spp9 0,83 0,82 0,88 0,83
sppl0 0,84 0,86 0,91 0,85

sppll 0,86 0,87 0,91 0,86

sppl2 0,73 0,60 0,72 0,66

sppl3 0,83 0,38 0,70 0,49

sppl4 0,76 0,82 0,84 0,78

sppl5 0,63 0,81 0,72 0,71

sppl6 0,96 0,23 0,38 0,28

sppl7 0,88 0,73 0,85 0,80

sppl8 0,91 0,73 0,87 0,80

sppl19 0,90 0,88 0,94 0,88

spp20 0,89 0,83 0,89 0,85
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O Cenario II ¢ muito eficiente para algumas espécies como B. excelsa apresentando

métricas consistentemente altas (proximas a 0,9), indicando um bom desempenho do

modelo. A alta precisdo (Figura 5) combinada com um recall mais baixo em algumas

espécies indica que o Cenario II tende a ser conservador na classificagdo, priorizando evitar

falsos positivos, mas as vezes ignorando verdadeiros positivos. A maioria das espécies

apresenta mAP@.5 acima de 0,8, indicando uma boa capacidade do modelo em diferenciar

as espécies no geral.
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Figura 5- Matrix de confusdo para o Cenario II do melhor fold do treinamento; em que;
Backgroud FP = Classes de espécies que o modelo confundiu com o plano de fundo;
Background FN= Numero de arvores nao detectadas pelo modelo.
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A Figura 5 mostra que 96% das copas de arvores de castanheira em campo (verdade
fundamental) foram corretamente detectadas como castanheira pelo algoritmo (valor da
diagonal referente a interse¢do entre a predi¢do e a verdade fundamental). No que se refere
aos falsos positivos (FP), os valores fora da diagonal na linha da castanheira representam as
espécies que foram incorretamente classificadas como castanheira, sppl tem um valor de
0,01 e o background FN tem um valor de 0,03. Esses nimeros indicam que um pequeno
percentual de outras classes foi erroneamente identificado como castanheira. Os falsos
negativos (FN), valores fora da diagonal na coluna da castanheira, indicam exemplos de
castanheira que foram classificados incorretamente como outras classes, o background FP
na coluna da castanheira tem um valor de 0,17. Isso significa que 17% das castanheiras foram
classificadas como "fundo".

A Tabela 2 apresenta as métricas de desempenho para os Cenérios I e I que incluem
Verdadeiros Positivos (TP), Falsos Positivos (FP), Falsos Negativos (FN), Precisdo, Recall,
F1-Score e IoU em ambiente de teste.

Tabela 2 - Avaliagdo e comparagao dos cenarios I e II para Yolov7x.

Cenario TP FP FN Precisdao  Recall  F1 score 1oU (%)
I 101 465 35 0,17 0,74 0,28 16,8
11 99 24 29 0,8 0,77 0,78 65,13

No Cenario I, dos 168 individuos de B. excelsa o modelo detectou 101 corretamente,
enquanto que, no Cendrio II, esse numero foi ligeiramente menor (99). Em contrapartida, no
que se refere aos falsos positivos, o Cendrio I apresentou 465 FPs, o que € consideravelmente
alto, indicando um niimero elevado de detec¢des incorretas, enquanto no Cenario II os FPs
foram drasticamente reduzidos para 24, o que evidencia que o modelo teve uma taxa de erro

muito menor, refletindo uma melhoria significativa na precisdo das detec¢des. No que se
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refere aos falsos negativos, houve redu¢cdo modesta entre os Cendrios I e I, refletindo um
leve aumento na capacidade do modelo de detectar todos os objetos.

Ao comparar os Cenadrios, o recall foi ligeiramente superior no Cenario II, o que sugere
uma leve melhoria na capacidade do modelo de detectar objetos.

Ao analisar o F/-score, medida balanceada do desempenho do modelo, os resultados
demonstram para o Cenario I; baixo desempenho global do modelo, principalmente devido
a baixa precis@o. No Cenario II, o F/-Score teve aumento de 50%, indicando uma melhoria
significativa na combinagdo entre precisao e recall.

A ToU fornece avaliacdo da qualidade das detec¢des espaciais. No Cenario I, o IoU foi
de 16,80%, um valor relativamente baixo, sugerindo que as caixas delimitadoras preditas
estavam em desacordo com as caixas reais na maioria das detec¢des. No Cenario 11, o IoU
aumentou para 65,13%, um valor consideravelmente mais alto, indicando que as caixas
delimitadoras preditas estavam mais alinhadas com as reais, refletindo uma melhoria na
qualidade espacial das detecgoes.

Para o Cendrio II, a medida que o confidence threshold aumenta (fFigura 6), ha uma
tendéncia de queda nas métricas Recall, Fl-score e loU, enquanto a Precisdo se mantém
mais estavel, evidenciando que o confidence-threshold mais adequado € o de 0,25 mantendo
assim melhor compensac¢do entre as métricas de desempenho do modelo. Isso ocorre porque
em confidence-threshold mais elevados, o modelo se torna mais seletivo, afetando

principalmente o recall, pois a quantidade de falsos positivos tende a aumentar.
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Figura 6 - Impacto do confidence-threshold nas Métricas de Desempenho para o Cenario
II.

Ao analisar os Falsos Positivos (FPs), identificamos copas de arvores semelhantes as
da castanheira em diferentes fases fenoldgicas (Figura 7), com caracteristicas texturais
similares. Além disso, ao analisar a caixa delimitadora e influéncia na predicao do modelo
em que, quanto maior a caixa delimitadora, maior a area de copa de castanheira, notamos
(Tabela 5 e Figura 8) que a Classe 6 (436 - 508 m?) se destaca, com 100% de TP, o que
indica que todos os individuos dessa classe foram classificados corretamente como positivos.
Esse desempenho ¢ um indicativo de que o modelo foi extremamente preciso ao identificar
os elementos dessa faixa de area, sem cometer nenhum erro de falso positivo (FP). Além

disso, a Classe 5 (363 - 435 m?) apresenta um desempenho notavel, com 90,91% de TP.
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Figura 7 - Analise de detecgdes de castanheira, a) castanheiras corretamente preditas (TP),
b) incorretamente preditas (FP) e; ¢) ndo preditas (FN). Reserva Florestal da Embrapa Acre,
Rio Branco, Acre, 2024.

Tabela 3 — Efeito do tamanho da caixa delimitadora na predicdo do modelo YoloV7x para
B. excelsa no eCenario II.

indice Classe (m>) TP FP TP(%) FP(%)
1 71- 143 12 5 70,59 29,41
2 144-216 19 5 79,17 20,83
3 217-289 25 7 78,13 21,88
4 290-362 22 3 88,00 12,00
5 363-435 10 1 90,91 9,09
6 436-508 3 0 100,00 0,00
7 509-581 7 1 87,50 12,50
8 582-654 1 2 33,33 66,67

__ Somaéio 99
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Figura 8- Comportamento da deteccdo de arvores de B. excelsa pelo Yolov7x em érea de
teste para o eCenario II.

A Classe 3 (217 - 289 m?), com 25 verdadeiros positivos (TP), apresenta a maior
quantidade de individuos corretamente classificados, o que a torna a classe mais significativa
em termos de volume de acertos. Embora sua taxa de TP (%) (78,13%) seja inferior a de
outras classes, a quantidade absoluta de acertos a torna uma classe relevante para o modelo,
especialmente em termos de contribui¢dao para o somatorio total de TP. A Classe 2 (144 -
216 m?) também se destaca em termos de quantidade de individuos classificados
corretamente, com 19 verdadeiros positivos (TP), embora sua taxa de acerto (79,17%) seja
ligeiramente menor que a da Classe 3.

5 Discussao
5.1 Desempenho do modelo
No Cenario I, em que se considerou apenas uma classe de dados, o modelo

apresentou desempenho limitado em ambiente de teste com precisdo de 17%, indicando
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problemas de generalizagdo. Esse resultado reflete a memorizagdo de padrdes especificos
dos dados de treinamento, em vez de caracteristicas generalizaveis, como a estrutura da copa
e as variagdes sazonais. Neste sentido, Li ef al., (2024) aprimoraram o YOLOvV7, reduzindo
detecgdes perdidas por oclusdes e falsos positivos, melhorando significativamente o
mAP@0.5 e a precisdo. De forma complementar, Ferreira et al.,, (2021), ao utilizar
WorldView-3 com DeepLabv3+, alcangaram 93,87% de precisdo, mas com maior custo
computacional e com mais etapas de pré-processamento. Esses estudos destacam diferentes
abordagens para aprimorar a generalizacdo e a eficiéncia em tarefas de deteccao.

No Cenario II, adicionamos espécies com copas similares a B. excelsa, o que elevou
o desempenho do modelo, atingindo precisdo (0,92), recall (0,95), mAP@0.5 (0,97) e FI-
score (0,93). Esses resultados evidenciam que a diversificagdo de dados melhora a robustez
do modelo, conforme também demonstrado por Dang et al., (2023), que usaram um conjunto
multiclasse de 5.648 imagens com 12 classes, ampliando a capacidade de generalizacdo. A
inclusdo de dados diversificados mostrou-se eficaz na diferenciagdo de caracteristicas
estruturais e texturais, reduzindo falsos positivos e aprimorando a classificagdo em novos
dados. Esses achados reforcam a importancia da diversificagdo de dados e do refinamento
arquitetural para melhorar o desempenho em sistemas complexos de detec¢do e
classificagao.

Os estudos de Veras ef al., (2022) demonstraram a eficacia de uma abordagem baseada
na ResNet-18 e na DeepLabv3+ para classificacao de espécies de arvores a partir de imagens
multi-estacdo. Enquanto o Cenario I no presente estudo utilizou espécies de copa similar
para melhorar a robustez, Veras et al., (2022) destacam que a composi¢ao multi-estacao €
uma estratégia complementar que reduz significativamente as taxas de classificacdo
incorreta ao capturar caracteristicas discriminativas das espécies, especialmente em estagoes

com folhagem distinta. Por exemplo, enquanto o modelo proposto no presente estudo
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mostrou robustez ao diferenciar B. excelsa de espécies com copas similares, Veras et al.
relataram como caracteristicas sazonais, por exemplo, a queda de folhas, influenciam a
precisdo. Assim, integrar dados multi-estacdo com a estratégia de diversificacdo de espécies
pode oferecer um potencial adicional para reduzir falsos positivos e melhorar a classificacao
em cenarios com variabilidade sazonal. Além disso, a abordagem de Veras et al., (2022)
confirma que o aprendizado automadtico ¢ capaz de identificar padrdes sazonais Unicos,
alinhando-se aos resultados positivos obtidos no presente estudo com estratégias de aumento
de dados e modelos aprimorados, como os de Dang et al., (2023) e Li et al., (2024)

Com base nos resultados do Cenadrio II e na Figura 6, podemos observar que o confidence
threshold de 0,25 se mostrou ideal para equilibrar as métricas de desempenho do modelo,
apresentando valores robustos para Recall, Fl-score e IoU. Isso reflete uma abordagem
menos seletiva, favorecendo a deteccdo de objetos com maior cobertura, reduzindo falsos
negativos.

Comparando com Ostovar et al., (2018), que propuseram abordagens de limiares
variaveis e por aprendizado por refor¢o para otimizar a segmentacdo em diferentes cenarios,
o comportamento observado no Cenario II demonstra a relevancia de um limiar bem
ajustado. Estudos como Zhang et al., (2023) reforcam que a selecdo do limiar adequado
depende do objetivo do modelo. No caso deste trabalho, o limiar de 0,25 oferece o melhor
compromisso entre métricas criticas, favorecendo uma solugdo mais generalizavel e menos
restritiva para a detec¢do de espécies.

Adicionalmente, as abordagens de aprendizado por reforco para limiarizacao, conforme
Ostovar et al., (2018), poderiam ser exploradas como estratégias futuras para determinar

limiares adaptativos com base nas caracteristicas especificas de cada conjunto de dados.
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Os resultados deste estudo demonstram que o desempenho do modelo YOLOvV7x na
deteccdo de B. excelsa varia de acordo com o tamanho das copas das arvores, sendo mais
preciso em areas maiores, como evidenciado na Classe 6 (436-508 m?), que apresentou
100% de taxa de verdadeiros positivos (TP). Esse comportamento reflete a capacidade do
modelo em identificar caracteristicas mais evidentes em alvos maiores, enquanto encontra
maior dificuldade em 4reas menores, que apresentaram taxas mais elevadas de falsos
positivos (FP).

Esse padrao ¢ corroborado por Hui et al., (2024), que relataram a perda de caracteristicas
essenciais em alvos pequenos devido a resolucdo limitada de imagens obtidas por UAS,
entdo, propuseram o0 DSAA-YOLO, um algoritmo aprimorado baseado no YOLOV7 para a
detecgdo de alvos pequenos em imagens aéreas. A inclusdo de técnicas de super resolucdo e
estratégias adaptativas para caixas delimitadoras mostrou-se eficaz na melhoria da precisao
em alvos menores. A integra¢do de abordagens semelhantes poderia ser uma solugao viavel
para melhorar a identificacdo de castanheiras com copas menores, reduzindo a ocorréncia de
falsos positivos e aumentando a robustez do modelo.

Além disso, as condi¢gdes do dossel florestal, como a presenca de lianas, arrastamento de
pixels nas ortoimagens e interferéncias causadas por arvores vizinhas com copas visualmente
semelhantes, contribuiram para a dificuldade do modelo em reduzir os falsos positivos. Esses
fatores sdao agravados ainda por variagdes fenologicas que influenciam as caracteristicas
texturais das copas, identificadas neste estudo e isso alinha-se as observagdes de Chen ef al.,
(2023), que relataram dificuldades na identificacdo de inflorescéncias de macas em fundos
complexos. Nesse contexto, o uso de modulos de atencdo e de fungdes de perda avancadas;

melhorou significativamente a precisao em cenarios desafiadores. A incorporacao de tais
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estratégias pode beneficiar futuros desenvolvimentos para a detec¢do de castanheiras,
especialmente em areas menores ou em condic¢des fenologicas variadas.

Para lidar com essas limitacdes, varias abordagens sao sugeridas pela literatura, como (i)
aumento do conjunto de dados, em que a inclusdo de mais exemplos de copas menores no
treinamento pode melhorar a representatividade dessas classes no modelo, alinhando-se as
observagdes de Bai et al., (2024) sobre a importancia de conjuntos de dados diversificados
para o desempenho do modelo. (ii) Técnicas de super resolugdo e regressao adaptativa, em
que o uso de técnicas como super resolucdo densa e as estratégias de ajuste adaptativo de
caixas delimitadoras, conforme discutido por Hui ef al., (2024), podem ajudar a capturar
caracteristicas detalhadas e melhorar a precisdo em dareas menores. (iii) Estratégias
adaptativas para detecc¢do, a adocdo de limiares de confianca diferenciados e a atribuicao de
maior peso as copas maiores podem melhorar a precisdo do modelo em cenarios praticos,
como sugerido por Bai et al., (2024) e Li et al., (2024).

Além das adaptacdes mencionadas, ¢ importante considerar a influéncia da qualidade
das imagens no desempenho do modelo. A presenga de fatores como o arrastamento de pixels
e a baixa resolucdo em areas especificas compromete as métricas de desempenho, conforme
também apontado por Hui et al., (2024). Melhorias na qualidade das imagens e testes em
diferentes periodos do ano podem mitigar essas limitacdes, oferecendo maior robustez ao
modelo.

Outro aspecto relevante refere-se a maior representatividade da Classe 3 (217-289 m?)
em termos absolutos de TP, destacando a relevancia de volumes maiores de dados para a
analise. Esse achado ¢ consistente com Estrada et al., (2023), que apontaram que conjuntos
de dados densos e complexos podem aumentar a eficacia de redes YOLO em aplicagdes

agricolas.
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Por fim, o desempenho superior do modelo em classes maiores reflete sua robustez em
condigdes mais evidentes de detecgdo. Li et al., (2024) observaram melhoria similar ao
otimizar o YOLOV7 para a contagem de espigas de trigo, utilizando um método aprimorado
para reduzir o impacto de oclusdes e caracteristicas semelhantes. Estratégias como a
introdugdo de cabegalhos adicionais para deteccdo em alta resolugdo, como as utilizadas por
Bai et al., (2023) em estudos agricolas, também poderiam ser implementadas para melhorar
a precisdo em alvos menores e mitigar as dificuldades observadas neste estudo.

Em suma, os desafios e as limitagdes identificados neste trabalho refletem questoes
comuns na aplicacao de redes YOLO em ambientes complexos e reforcam a necessidade de
abordagens inovadoras para otimizar a detec¢do, especialmente em classes menores ou em
cenarios fenoldgicos distintos. Avancos futuros podem beneficiar-se da integracdo de
técnicas de super resolucdo, estratégias adaptativas para caixas delimitadoras e modulos de
aten¢do, conforme relatado na literatura recente.

5.2 Orientar para a gestao

O modelo de deteccao e de classificagdo treinado, validado e testado (Cendrio II),
possui robustez, permitindo o uso do mesmo para utilizagdo em ambiente real, podendo ser
aplicado por stakeholders na automatizacdo do inventario florestal para a cadeia produtiva
de B. excelsa.

A extracdo da Castanha do Brasil enfrenta desafios significativos relacionados a
conciliagcdo entre a maximizagdo da produtividade e a preservagdo ecologica das florestas
nativas. Conforme destacado por Kainer, Wadt ¢ Staudhammer (2007) e Batista et al.,
(2021), a pressao por maior produtividade pode comprometer a sustentabilidade das
populacdes de B. excelsa, resultando em degradagdo ambiental e em perdas de

biodiversidade. Este estudo demonstrou que o uso de tecnologias de inventario automatizado
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baseadas em deep learning pode ajudar a mitigar esses impactos, permitindo o mapeamento
preciso de areas produtivas e a gestdo estratégica das florestas de maneira mais sustentavel.

Os resultados indicam que o modelo permite inventario automatizado, sendo capaz
de identificar areas de maior concentragdo de individuos de dossel (aqueles com maior
produtividade de nozes) dentro das florestas, além de fornecer informagdes sobre o
crescimento (Wadt, Kainer, Gomes-Silva, 2005), quando realizado o monitoramento
automatizado periodico. Esses dados podem ser cruciais para o planejamento estratégico da
cadeia produtiva, permitindo aos stakeholders otimizar a colheita de castanhas, reduzir o
impacto ambiental da extracdo e melhorar a eficiéncia do processo produtivo. Esse achado
estd em linha com os resultados de Kumar e Kumar (2023), que também destacaram a
eficacia de sistemas baseados em deep learning no mapeamento de grandes areas florestais.

Os estudos de Wadt et al., (2005) e Batista et al., (2019) relatam que, de acordo com
o tipo de floresta, havera diferentes associagdes espaciais para a espécie, “havendo assim
necessidade da adocdo de diferentes estratégias de manejo e conservacao para as espécies
arboreas em relacdo ao tipo de floresta. Por meio do uso do modelo desenvolvido, ¢ possivel
identificar a associa¢do espacial da espécie para cada area de interesse, bem como a
localizagdo geografica de cada individuo dando suporte ao manejo. Dessa forma, geram-se
oportunidades de mercado, impulsionando a inovacao na cadeia produtiva e melhorando os
ganhos das comunidades envolvidas (Wadt et al., 2023; Araujo et al.,2024).

Embora o modelo de inventario automatizado tenha demonstrado alta precisao em
area testada, ¢ importante notar que a qualidade dos dados de entrada influencia nos
resultados. A dependéncia de imagens de alta resolucao pode ser um obstdculo em areas
remotas, nas quais o acesso ao processamento dados de qualidade ¢ limitado. Além disso, o
modelo ainda precisa ser testado em diferentes tipos de floresta e em diferentes contextos de

manejo, o que constitui uma direcao importante para futuros estudos.
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O uso do modelo automatizado de inventario pode beneficiar diretamente as
comunidades extrativistas, proporcionando dados precisos sobre a disponibilidade de
arvores de castanha e permitindo um planejamento mais eficiente da colheita. Com a
identificacdo de areas produtivas e o monitoramento do crescimento das arvores, as
comunidades podem evitar a explora¢ao excessiva e garantir a regeneracao da floresta, além
de maximizar os lucros (Rosenfeld et al., 2024). Esse modelo tem o potencial de transformar
a cadeia produtiva da castanha, criando oportunidades para um manejo florestal mais
integrado e sustentavel, com ganhos econdmicos e ambientais.

O algoritmo serd disponibilizado a comunidade técnica e cientifica por meio da
plataforma Netflora - Inteligéncia Artificial (IA) para identificacdo de espécies florestais,
com o propdsito de viabilizar a identificagdo automatizada de forma eficiente e acessivel. A
tecnologia sera disponibilizada gratuitamente no catdlogo da Embrapa, promovendo a
democratizagdo do acesso a ferramentas avancadas de monitoramento e manejo florestal.
Por meio de um protocolo operacional simplificado, os usuarios poderdo realizar o
carregamento de ortoimagens e executar o processamento automatizado para a geracao de
dados referentes ao inventario florestal da 4rea de interesse, contribuindo para a transferéncia
e a aplicacdo de tecnologia nos ambitos cientifico e técnico.

Os resultados apresentados na dissertagdo indicam que o algoritmo de
reconhecimento de copas de castanheiras pode ser uma ferramenta estratégica para a gestao
eficiente da cadeia produtiva da castanha do brasil. Por meio da aplicacao desse sistema,
torna-se possivel direcionar o manejo florestal de maneira mais assertiva, contribuindo para
o aumento da produtividade e para a sustentabilidade ambiental e a econdmica.

A utilizacdo do algoritmo permite o mapeamento preciso das areas onde se
encontram as arvores de castanheira, possibilitando a identificacdo de regides prioritarias

para manejo e exploracdo. Essa informacdao ¢ fundamental para o planejamento das
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atividades de coleta, pois facilita a definicdo de rotas logisticas mais eficientes, reduzindo
custos operacionais € minimizando os impactos ambientais. Além disso, o reconhecimento
detalhado das copas pode auxiliar na expansao sustentavel da area de manejo, identificando
novas regides com potencial produtivo e promovendo o uso racional dos recursos florestais.

Outro beneficio significativo proporcionado pela tecnologia ¢ o monitoramento
continuo das arvores. O algoritmo pode ser utilizado para acompanhar o estado das copas e
identificar eventuais ameacas, como presenga de lianas ou danos causados por competidores
e eventos naturais. Essas informagdes permitem ajustes no manejo que garantem a satde das
arvores e a manuten¢do da produtividade a longo prazo. Paralelamente, a capacidade de
monitorar variacdes fenologicas das castanheiras viabiliza a programacdo de coletas no
momento ideal, reduzindo perdas por maturacdo inadequada ou manejo ineficiente.

Além dos aspectos relacionados ao manejo, o uso do algoritmo também impacta
positivamente a organizagdo social e a comercial da cadeia produtiva. Os dados gerados
podem subsidiar associagdes e cooperativas de extrativistas na negociacdo de melhores
condi¢des comerciais, facilitando o acesso a mercados que valorizam produtos rastredveis e
sustentaveis. A rastreabilidade proporcionada pelo mapeamento permite, ainda, a obtencao
de certificagdes que agregam valor a castanha do brasil, aumentando sua competitividade no
mercado nacional e internacional.

Por fim, a aplicagdo da tecnologia fornece uma base de dados robusta para apoiar
politicas publicas voltadas ao manejo sustentavel e ao desenvolvimento socioecondmico de
comunidades extrativistas. Os dados podem ser utilizados para justificar politicas de
pagamentos por servigos ambientais (PSA), valorizando o papel das comunidades no
fornecimento de servigos ecossistémicos essenciais, como a conservagao da biodiversidade

e o sequestro de carbono.
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Em sintese, a incorporacdo do algoritmo de reconhecimento na gestdo da cadeia
produtiva da castanha do brasil representa um avango significativo. Essa ferramenta ndo
apenas otimiza o manejo e a logistica, mas também fortalece as comunidades extrativistas e
promove a sustentabilidade ambiental, integrando tecnologia e conhecimento local em prol
de um modelo de exploracdo mais eficiente e responsavel.

Consideracoes Finais

O estudo alcangou avangos importantes na deteccdo de Bertholletia excelsa,
especialmente ao integrar espécies com copas semelhantes e ajustar o limiar de confianca.
Enquanto o Cenario I revelou limitagdes de generalizacao devido @ memorizacao de padroes
especificos, o Cendrio II demonstrou que a diversificagio de dados melhora
significativamente a robustez do modelo, evidenciado por métricas como mAP@0.5 (0,97).
Esses achados reforgam a importancia da variabilidade sazonal e da qualidade dos dados
para reduzir falsos positivos e aprimorar a classificagdo em novos ambientes.

As limitagdes observadas, como dificuldade em identificar alvos menores e
interferéncias de dossel, podem ser mitigadas por meio de abordagens como super resolucao,
diversificacao do conjunto de dados e estratégias adaptativas para caixas delimitadoras. Os
resultados também reforcam o potencial do modelo para aplicagdes praticas, como a
automatizacao do inventario florestal € o manejo sustentavel da cadeia produtiva de B.
excelsa, contribuindo para a preservagdo ambiental e para o aumento da produtividade.

Em suma, o modelo YOLOv7x demonstrou ser uma ferramenta promissora para a gestao
estratégica de florestas, permitindo identificar e monitorar a B. excelsa com eficiéncia e
precisdao em diferentes cendrios. Nosso estudo contribui para o avango do uso de redes
YOLO em cenérios complexos, oferecendo insights praticos para a deteccao de espécies em

ecossistemas florestais diversos Avancgos futuros podem se beneficiar da integragdo de novas
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técnicas, ampliando ainda mais a aplicabilidade do modelo em sistemas complexos de

deteccdo florestal e em estratégias de manejo sustentavel.
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Resumo:
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intensidade de corte, tratamentos silviculturais, tempo de ciclo e das técnicas de planejamento e execugdo das operagdes
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Assim o projeto pretende desenvolver e aprimorar ferramentas tecnolégicas para automatizagédo do planejamento e execugdo
de inventarios florestais em sistemas de manejo florestal de preciséo e espacializagdo das emissdes de carbono em diferentes
usos da terra na Amazonia.
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Gerar um conjunto de solugdes tecnolégicas baseadas em usos inovadores de geotecnologias e inteligéncia artificial, com de
alta precisao, baixo custo operacional e portabilidade aplicadas ao estudo da dinamica de carbono em diferentes usos da terra
e modelagem bioecondmica ex-ante para projetos de desenvolvimento sustentavel na Amazénia.

Objetivo Especifico

13 Desenvolver Dataset NetFlora com imagens catalogadas para deep learning de 15 espécies florestais de interesse
econdmico;

213 Desenvolver algoritmos com o peso treinado para o reconhecimento da arquitetura de copa de diferentes espécies
florestais da Amazonia;

3/3  Gerar modelos de dinamica de estoques de carbono e gases de efeito em florestas manejadas
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Data término:
Responsavel:
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Resultados:

Resultado n°: 1
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A SI proposta visa de forma disruptiva, promover a transformagédo digital do manejo de
recursos florestais na Amazonia, desde sua quantificagdo, planejamento, e monitoramento
das operagoes. A definicdo de processo de obtencdo de métricas a partir dos produtos
gerados pela fotogrametria digital com UAS permitird obter, de maneira mais automatizada,
as variaveis necessarias para realizar o planejamento florestal do POA, reduzindo
sensivelmente a demanda por mao de obra em campo para realizar o inventario florestal. A
TT tem importancia estratégica no resultado final, que envolvem o treinamento de
algoritmos para desempenhar o papel do olhar humano na localizagédo, identificagcdo de
espécies e extragdo de métricas. Essa experiéncia de “treinar e usar maquinas” no
planejamento de nativas pode ser considerado a fronteira do conhecimento da area e
demanda muitas especialidades que a Embrapa compartilhara de forma direta junto com a
JBS as informagdes geradas e analisadas nas Atividades 1 e 2 da Sl, seréo disponibilizadas
aos colaboradores numa nuvem de dados (a ser alugada pelo projeto, pois sdo dezenas de
TBs). Cada colaborador tera acesso parcial na nuvem e terdo agdes pontuais, sendo: 1. a
UFAC/Ciflor sera responsavel pelas amostras de treinamento dos algoritmos (ATA) e apoio
em TT; 2. o SFB vai disponibilizar a base de dados de IF das FLONAs do Jacunda e Jamari,
onde serdo implantadas URTs; 3. o INPA fornecera assessoria em botéanica para
estabelecer uma rotina de reconhecimento de padrées de espécies florestais a partir das
ortofotos; 4. a FUNTAC auxiliaréa na formagéo da ATA e TT; 5. a USP buscara ajustar scripts
para processar algoritmos de identificagdo em softwares livres; 6. o IFAC dara apoio a
coleta de dados e na TT; 7. o IME sera o responsavel por ajustar rotinas de reconhecimento
de espécie por Learning Machine (LM) em ambiente MATLAB; 8. a UFPI vai trabalhar com
LM para ajuste de modelos para as variaveis dendrométricas, em ambiente R; e, finalmente
a Embrapa Acre estard envolvida em todas as atividades, sendo que no ajuste dos
algoritmos sera dada prioridade ao GEOBIA e LM em ambiente R, ArcGIS, SAS e e-
Cognition, sendo a licenga deste Ultimo devera ser adquirida pelo projeto. Como ferramenta
de gestéo serao realizadas WebConf em cada etapa vencida por um dos parceiros.
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EVANDRO ORFANO FIGUEIREDO
Centro de Pesquisa Agroflorestal do Acre

tipo de Resultado: Capacitagéo e atualizagédo tecnoldgica de agentes multiplicadores

Sigiloso: Nao

Responsavel: LUIS CLAUDIO DE OLIVEIRA

Descrigao: Capacitagdo de analistas ambientais, engenheiros florestais, professores universitarios e
discentes de cursos de mestrado e doutorado em técnicas de planejamento visando a automagéo para o
manejo florestal 4.0, através do desenvolvimento de competéncia em TI aplicadas em estruturacdo de
Bigdata e inteligéncia artificial (Rede Neural Convolucional ou Convolutional Neural Network (CNN),
aplicadas ao desenvolvimento de algoritmos de reconhecimento, geoprocessamento e espacializagdo de

dados LiDAR.

Ano previsao de Alcance : 2024
Status do resultado em 21/01/2025: Alcancado Totalmente
TRL prevista: Nao se aplica

Codigo SEG:
Descrigao:

20.22.00.168.00.02

A solugdo proposta visa aumentar a automagédo nas atividades de inventario florestal
prospectivo e espacializacdo de estimativas de estoques de carbono, através do
desenvolvimento e transferéncia de tecnologia para: i) ampliar a escala temporal e padroes
de reconhecimento e identificagdo de espécies florestais em trés diferentes tipologias
florestais na Amazénia (floresta densa, floresta aberta com bambu e floresta aberta com
palmeiras); ii) Estruturar bancos de dados de imagens catalogadas para deep learning
(Dataset) de copas; iii) Ajustar algoritmos de aprendizagem profunda de maquina com
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pesos treinados, visando a automagdo de deteccdo e geolocalizagdo para inventarios
florestais de espécies madeireiras e ndo-madeireiras da Amazonia; iv) Desenvolver
competéncia em Tl aplicadas em estruturagdo de Bigdata e inteligéncia artificial (Rede
Neural Convolucional ou Convolutional Neural Network (CNN), aplicadas ao
desenvolvimento de algoritmos de reconhecimento, geoprocessamento e espacializagdo de
dados LiDAR e v) Transferéncia de tecnologias para: a) planejamento de missdes de
mapeamento florestal com UAS; b) processamento da fotogrametria digital; c) segmentagao
e classificagdo de imagens de alta resolugéao; d) técnicas de extragdo métricas e estimativas
variaveis florestais e e) identificacdo de espécies por reconhecimento de copas. A geragédo
de informagdes sobre as fenofases de diferentes tipologias florestais permitira estabelecer
um calendario de inventario florestal amplificado, indicando os meses do ano mais propicios
para realizar as missdes de voo de mapeamento florestal, com a finalidade de localizar
geograficamente e extrair métricas de copa de um conjunto de espécies de interesse. A
definicdo de processo de obtencdo de métricas a partir dos produtos gerados pela
fotogrametria digital com UAS permitira obter, de maneira mais automatizada, as variaveis
necessarias para realizar o planejamento florestal do POA, reduzindo a demanda por méao
de obra.

A geragao de informagdes sobre as fenofases de diferentes tipologias florestais permitira
estabelecer um calendario de inventario florestal amplificado, indicando os meses do ano
mais propicios para realizar as missdes de voo de mapeamento florestal, com a finalidade
de localizar geograficamente e extrair métricas de copa de um conjunto de espécies de
interesse. A identificacdo de espécies por reconhecimento de copas e estimativas de
volume do fuste, altura comercial /ou total, altura de copa, presenga de cipds, copas
quebradas, presenca de inflorescéncias e frutos métricas das copas das arvores
dominantes a partir da extragdo de métricas e ajustes de modelos permitira obter, de
maneira mais automatizada, as varidveis necessarias para realizar o planejamento florestal
do POA, reduzindo sensivelmente a demanda por m&o de obra em campo para realizar o
inventario florestal.

Data de Inicio:  01/07/2022

Duragao(meses): 36

Data término: 30/06/2025

Responsavel: LUIS CLAUDIO DE OLIVEIRA
Instituicao: Centro de Pesquisa Agroflorestal do Acre

Beneficios
Diferencial:

(]

Portfolio Desafio de Inovagao
Manejar de forma sustentavel a madeira e produtos ndo madeireiros de espécies florestais
nativas

Florestal comprimisso da UD nesse DI

Definir uma estratégia de manejo para mitigar a lenta recomposigéo dos estoques de madeira,
em florestas naturais manejadas, até 2025.

Resultados:

Resultado n°: 1

tipo de Resultado: Banco de dados

Sigiloso: Nao

Responsavel: EVANDRO ORFANO FIGUEIREDO

Descrigao: Conjunto de ortofotos coletadas por RPA e arquivos originais de projetos fotogramétricos dos
pontos de catalogados, constituido de imagens de copas catalogadas para Deep Learning, de 15 espécies
florestais madeireiras e ndo madeireiras, além de palmeiras da Amazonia, coletadas em 19 sitios (Iracema;
Flonas Jacunda e Jamari; areas indigenas Poyanawa e Kaxinawa, e areas de manejo florestal autorizadas
pelo IMAC ). Dados armazenados e disponibilizados na Infraestrutura de dados espaciais da Emb

Ano previsao de Alcance : 2024
Status do resultado em 21/01/2025: Alcancado Totalmente
TRL prevista: Nao se aplica

Resultado n°: 2

tipo de Resultado: Produto/Insumo agropecuario ou Industrial
Sigiloso: Nao

Responsavel: EVANDRO ORFANO FIGUEIREDO

Descrigao: Sistema automatizado de inventario florestal para Aeronaves Remotamente Pilotadas (ARP),
baseado em algoritmos com o peso treinados (yolo) para o reconhecimento da arquitetura de copa de
diferentes espécies florestais de 15 espécies florestais, e captagdo de ortofotos e upload de imagens para
o planejamento da exploragdo em bases sustentaveis.

Ano / TRL:
Ano TRL Informagoes Adicionais Status do resultado em 21/01/2025
Sistema  automatizado prevé um
2024 TRL/MRL8 rendimento de 100 hectares inventariados Alcangado Totalmente

por dia

Referéncia Técnica:
Coeficiente Técnico Unidade de Medida Valor de Referéncia Referéncia Bibliografica Tipo

FIGUEIREDO, E. O; LIMA,
Q de. Coeficientes Técnicos
para o Inventario e Manejo
Florestal com Emprego do
Modelo Digital de
Exploragéo Florestal
(Modeflora). Comunicado
Técnico 169. Rio Branco,
AC. Dezembro, 2008.
169ISSN 0100-8668.

area inventariada por
equipe de campo  hectare/dia 10
(hectare/dia)

Original

Resultado n°: 3

tipo de Resultado: Banco de dados

Sigiloso: Nao

Responsavel: MARCUS VINICIO NEVES D OLIVEIRA

Descrigao: Conjunto de nuvens de pontos e imagens rgb coletadas por drones Matrice com RTK e
Zenmuse L1 (LIDAR), e validados por dados LIDAR coletados por aeronoves nas Florestas Estaduais do
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Gregorio e Mogno, e areas indigenas Poyanawa e Kaxinawa, para upscale de carbono acima do solo. ).
Dados armazenados e disponibilizados na Infraestrutura de dados espaciais da Embrapa (Geoinfo).

Ano previsao de Alcance : 2024
Status do resultado em 21/01/2025: Alcangado Totalmente
TRL prevista: Nao se aplica

Resultado n°: 4

tipo de Resultado: Banco de dados

Sigiloso: Nao

Responsavel: MARCUS VINICIO NEVES D OLIVEIRA

Descrigao: Conjunto de dados de parcelas permanentes de 1ha georeferenciadas e estruturados,
registrados e ordenados contendo: identificagéo do individuo, ano, nimero da parcela permanente, nimero
da subparcela e nimero da plaqueta (na floresta), nomes comuns, cientifico, género, familia, caracteristica
ecoldgica (pioneira), estado de saude da arvore, CAP, DAP, equivaléncia em area basal (AB), etc. Dados
armazenados e disponibilizados na Infraestrutura de dados espaciais da Embrapa (Geoinfo).

Ano previsao de Alcance : 2024
Status do resultado em 21/01/2025: Alcangado Parcialmente
TRL prevista: Nao se aplica

Resultado n°: 5

tipo de Resultado: Metodologia técnico-cientifica
Sigiloso: Nao

Responsavel: MARCUS VINICIO NEVES D OLIVEIRA

Descrigao: Modelos de inferéncia e estimativa de estoques de carbono e biomassa baseados na
combinagdo de dados de cameras RGB coletadas por drones Matrice com RTK e Zenmuse L1 (LIDAR) e
sensores LIDAR em aeronaves tripuladas. Depois de convertido em algoritmo escalavel, o modelo dara
subsidio ao Mapeamento de estoques de carbono em florestas da Amazoénia Ocidental.

Ano previsado de Alcance : 2025
Status do resultado em 21/01/2025: Previsto
TRL prevista: Nao se aplica

Resultado n°: 6

tipo de Resultado: Metodologia técnico-cientifica
Sigiloso: Nao

Responsavel: MARCUS VINICIO NEVES D OLIVEIRA

Descrigao: Modelos de predigdo de produgdo florestal baseados na combinagdo de dados de dados de
cameras RGB coletadas por drones Matrice com RTK e Zenmuse L1 (LIDAR) e dados de crescimento
coletados em parcelas permanentes de 1ha com idades de medigdo entre 30 e 15 anos. Depois de
convertido em tabelas de predi¢do de crescimento, o modelo dara subsidio a definigdo do ciclo de corte em
florestas manejadas na Amazoénia Ocidental.

Ano previsdo de Alcance : 2025
Status do resultado em 21/01/2025: Previsto
TRL prevista: Nao se aplica

Resultado n°: 7

tipo de Resultado: Banco de dados
Sigiloso: Nao

Responsavel: FALBERNI DE SOUZA COSTA

Descrigao: Conjunto de dados de fatores de emissdo de diéxido de carbono, 6xido nitroso e metano de
biomassa e solos, coletados por cromatografia e IRGA, em ambientes de manejo florestal georeferenciados
e espacializados, para ajustes de balancos de gases de efeito estufa e modelos de crescimento. Dados
armazenados e disponibilizados na Infraestrutura de dados espaciais da Embrapa (Geoinfo).

Ano previsao de Alcance : 2024
Status do resultado em 21/01/2025: Alcangado Totalmente
TRL prevista: Ndo se aplica
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